CORRECCION DE DATOS IMPERFECTOS EN BASES DE DATOS MULTIPLES,
ANOMALAS, ABIERTAS Y PUBLIQAS MEDIANTE APRENDIZAJE
AUTOMATICO

Ing. Antonio SOTTILE BORDALLO
Profesor Titular Efectivo Computacion
Lic. Daniel CAVALLER RIVA
Profesor Asociado Efectivo Computacion
Lic. Héctor Nicolas SOSA
Adscripto Computacion
Lic. Diego Vidal SILVA
Adscripto Computacion
Cont. Cristian Dario ORTEGA YUBRO
Adscripto Computacion
Ing. Norma Lidia AZCURRA
Especialista Externa

INTRODUCCION

Los datos abiertos, publicos, personales y losrimitizados (Pascual et al. 2000), como
cualquier otro tipo de dato, ejemplo los datos naditionales (Alvarez et al. 2016), estan
expuestos a anomalias, y estas anomalias respamtigtintas causales. Un dato es anémalo o
inconsistente, cuando ese dato encuadra en loemimscde imprecision, incertidumbre y
vaguedad (Alvarez et al. 2016). La imprecisibnaesdrencia de exactitud en la expresion,
ocurre cuando el dato es desconocido, 0 su atribstimpreciso por su naturaleza. La
incertidumbre manifiesta una situacién determinadlalonde no hay seguridad acerca de la
veracidad. Por altimo, la vaguedad sucede cuanaiddemacion es afectada por imprecision,
por incertidumbre o ambos. A veces es dificil dstady los limites entre la imprecision y la
incertidumbre. La anomalia de los datos tambiéraute de otras deficiencias como datos
errdneos o inconsistentes conocidos como outperssu denominacion en inglés. La deteccion
de las anomalias en los datos y el correcto asdlesisus causales aportaran elementos en la
busqueda de indicios reveladores de ilicitos y beate corrupcién, independientemente del
tipo de organizacion, y si la organizacion se entraeen el Sector Publico o en el Sector
Privado. Las anomalias en los datos coexistensemUatiples bases de datos a las que accede
el Estado, es decir en aquellas bases de datoaguetios datos no tradicionales que utiliza y
produce la Administracion Publica, sean estos ddésrigen interno como los de origen
externo. En el caso puntual de un organismo dehaiAistracion Publica, como lo son aquellos
organismos que administran tributos, los datos em@lizados como no tradicionales
proceden de diversas fuentes y origenes, por ejermmino los que se detallan:

» El sitio web de las Administradoras Tributarias,

» Otros sitios y portales de la Administracién PldbRrovincial

» Los canales de acceso y de relacion con los cogtrities como la oficina virtual

» Las redes sociales

» Los correos electronicos de los contribuyentes

* Lasimagenes

» Los datos geogréficos, y otras fuentes de datos.
Si las bases de datos y los datos no tradiciogaiesienen a disposicion las Administraciones
Tributarias, contienen informacion acerca de tddasactividades sujetas a gravamen de los



sujetos pasivdgle los tributos, el andlisis de ciertas anomaiel®s datos, podria dar lugar al
descubrimiento de patrones que responden a una, gautendo evidenciar estas causas ciertos
ilicitos y hechos de corrupciéon cuando existe lanagencia del contribuyente con el empleado
publico o funcionario publico. Los ilicitos fiscaleomo la evasion fiscal, y los hechos de
corrupcion que se relacionan con los aspectos itnazs son uno de los tantos problemas a
resolver. Esos problemas son independientes dadtesnas tributarios preestablecidos y del
nivel de desarrollo del pais, y de cada una desmsncias, ya que en gran parte tienen que
ver con el grado de nivel de Cultura Tributaria gagoosea, la cual se debilita con tales hechos
de corrupcion.

El proposito de la presente investigacion, es shudello tedrico del andlisis causal de las
anomalias de los datos, teniendo en cuenta el ylmen de datos que existen en la
Administracién Publica, especialmente en las adstradiones tributarias, demostrando que
los procesos metodoldgicos de la Mineria de Datdpngndizaje Automatico contribuyen a
evidenciar indicios de ilicitos y hechos de cori@pca través de la aplicacion de algoritmos.

Objetivos

* Detectar anomalias en los datos provenientes desbdes datos multiples, y las
inconsistencias de los datos no tradicionales, deamigen interno y de origen externo
a la organizacion, en este caso, una Administratitutaria.

» Analizar las causales de las anomalias y claddisasegregando aquellas causales que
manifiesten indicios de ilicitos y hechos de cociap, del resto de las causales de las
imperfecciones en los datos de las bases de dafitiples y en los datos no
tradicionales.

» Corregir solamente las anomalias en los datos geeggm aseverarse que su causal de
inconsistencia no responde a indicios de ilicitbeghos de corrupcion, para lograr la
mayor calidad de los datos bajo andlisis con gbgsibo de garantizar optimizar los
modelos, en virtud de los objetivos planteados [@akdineria de Datos.

» Utilizar el conocimiento adquirido de la aplicaci®los modelos, para inducirlo en los
procesos metodolégicos del Aprendizaje Automatigoredefinir los procesos y
procedimientos de la organizacion de una AdminggiraTributaria, con los procesos
metodoldgicos de la Mineria de Procesos, como skgimstancia.

Originalidad e importancia
La utilizacién de la Mineria de Datos, la Miner@aRrocesos, y el Aprendizaje Automatico en
la Administracion Publica, puntualmente en admiaigsbnes tributarias, para detectar patrones
ocultos en los datos que habilitan la descripciéhod comportamientos, con el objetivo que
estos comportamientos evidencien ilicitos y posilblechos de corrupcion, impactaran en la
construccion del bienestar de la ciudadania, paeaegtos ilicitos y hechos de corrupcién no
lleguen a ser condicionantes de la calidad de ¢piamerecen los ciudadanos, y de la calidad
de los servicios publicos a los que ellos acceglenntribuyan a fortalecer la cultura tributaria
y el contrato social.
El correcto uso de la Mineria de Datos, la Minddd@rocesos y el Aprendizaje Automético en
la Administracion Publica, como en el Sector Projaaportaran calidad a los datos, tanto a los
de origen interno, como a los de origen externtadeganizacion, a través de su depuracion
llevada a cabo en el Proceso de Extraccion del €omento. Por tal motivo, es muy importante
el estudio de las causales de las anomalias edatos que se presenten, y las razones para

1 Sujetos pasivos: son sujetos pasivos de los tibatjuellas personas (humanas, juridicas, etc.)etidas al
cumplimiento de las obligaciones ftributarias, tarda su caracter de contribuyentes o meramente como
responsables de los tributos.
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vincular estas anomalias de los datos a los pgsilit#tos y hechos de corrupcion en los
distintos organismos de la Administracion Publiespecialmente en las Administraciones
Tributarias, por la gran cantidad de datos quesestganismos acceden y producen en su
quehacer diario. En la Provincia de Mendoza comelemresto del pais, la Administracion
Tributaria ademas de ser un consultor de datosstiatds fuentes y origenes, es un productor
de datos a través de las distintas aplicacionastgnsas informéticos que utiliza y pone a
disposicion del contribuyente, siendo esas hernmatageinformaticas adquiridas a terceros o
producidas por sus recursos humanos. La importaciga calidad de los datos que se
manipulan en las Administraciones Tributarias,drdd siempre presente la sensibilidad del
mismo, esta intimamente relacionada con los parode comportamientos de los
contribuyentes que contienen esos datos, abarcefidionacion muy valiosa, como por
ejemplo las actividades gravadas que desarrollatrpg datos implicitos en los metadatos. Por
eso es clave la integracion del Big Data a la Adstriaicion Tributaria, porque la comparacion
de diferentes métodos estadisticos y diferentessbds datos impositivas permite detectar
irregularidades (Stankevicius y Leonas 2015). lemcion de modelos para evidenciar ilicitos
y hechos de corrupcién se basa en el analisissdeaims del contribuyente, las anomalias de
los datos, y los procesos y procedimientos defmigar las Administraciones Tributarias, a
través de la Mineria de Datos, la Mineria de Pmxes el Aprendiza Automatico. El
conocimiento resultante del Proceso de ExtracogbiCdnocimiento también debe ser un pilar
para el disefio de aplicaciones informaticas inteligs que sean destinadas a optimizar la
interaccion y orientacion del contribuyente corAl@ministracion Tributaria a través de un
servicio que se oriente mucho mas que satisfa@xperiencia del usuario, desburocratizando
asi largos procedimientos y tortuosos tramites,jmpactaran primordialmente en el busqueda
del fortalecimiento de la Cultura Tributaria.

Ejes de las propuestas
Ejes Centrales
» Clasificar las anomalias detectadas en los datdsetge interna, de bases de datos
multiples, y las inconsistencias en los datos aditionales, que permitan orientar el
proceso del analisis de las causales de esas dasmal
» Agrupar las causales de las anomalias de los datdes grupos:
o las que manifiesten indicios de ilicitos y hechesdrrupcion y
o las que no manifiestan indicios de ilicitos y hextle corrupcion,
e Orientar esas causales al Proceso de ExtraccibnCdeabcimiento, tilizando
algoritmos que sean adecuados a los objetivosgaldos.
* Inducir el conocimiento al Aprendizaje Automaticopdelar y aplicar Mineria de
Procesos.

Ejes Periféricos

» Poner adisposicion de la Facultad de Cienciasd&uaras — Sede Central y Delegacion
San Rafael — de la Universidad Nacional de Cuys résultados y las conclusiones
obtenidas en la presente investigacion, para fanehestudio continuo y profundizado
de la Mineria de Datos, la Mineria de ProcesobApeendizaje Automatico, revelando
su importancia para el profesional de Ciencias Beocas, y desarrollando una
metodologia estandarizada.

* Publicar los resultados obtenidos y las conclusoaeribadas de la presente
investigacion en las Jornadas Provinciales de @sr€conomicas, en el Congreso
Nacional de Ciencias Econdmicas, en las Jornadaentinas de Informatica e
Investigacion Operativa, y en el repositorio digitdel Sistema Integrado de
Documentacion de la Universidad Nacional de Cuyo.
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MARCO TEORICO

Los procesos metodoldgicos de la Mineria de D#dgineria de Procesos y del Aprendizaje
Automatico se utilizan para extraer de los datosocimiento proactivo o analitico (SAS®
Institute Inc 2015), optimizando todo el potencjak despliega el Proceso de Extraccion de
Conocimiento no trivial (Kuna 2014), conocimienteegse encuentra de manera implicito en
los datos digitales, siendo este conocimiento pregnte desconocido. ElI conocimiento
adquirido cuando es inducido, ajustara los procieghitns de la organizacion. Este ajuste puede
realizarse a través de la Mineria de Procesos (IlE&dk Force on Process Mining s. f.). Por
ello, se infiere el siguiente axioma: la calidaduteante del conocimiento no trivial que se
extraiga dependera en gran medida, de la calidaggsean los datos que se tenga al alcance.
Por el contrario, la baja calidad de los datos kor@icen una extraccion de conocimiento no
trivial deficiente, y esta baja calidad de los dajmuede provenir de las anomalias que tienen
los datos, como por ejemplo el ruido de los ddtssyalores perdidos y los datos atipicos entre
otras inconsistencias. Los modelos que se generala éMineria de Datos pueden ser
descriptivos o predictivos (Kuna 2014), y dependieréllo la aplicacion de los algoritmos que
se utilicen para minar los datos y también en akeAgizaje Automatico, como aprendizaje
supervisado y aprendizaje no supervisado, ya quelgmritmos son especificos. El algoritmo
de agrupamiento se orienta al aprendizaje no sigaely, donde la agrupaciéon de los datos esta
relacionada con las caracteristicas comunes quedtms poseen. Este algoritmo es muy
utilizado cuando se quiere descubrir conocimientalto, patrones de comportamiento y
valores extremos de los datos (Kuna 2014). Porceando se analiza la distancia entre los
datos de un conjunto de datos, el criterio gertiznalisis es que cuanto mayor es la distancia
entre un dato de una base de datos y el restoldg dkatos del conjunto de datos, mayor es la
posibilidad de considerar al dato como anémaldAftbndizaje Automatico en definitiva es
un proceso de induccion del conocimiento adquirkddravés de distintos lenguajes de
programacion que interpreten los algoritmos comogpemplo el lenguaje Python® o por
medio de programas que incluyen los algoritmosaBpes de Aprendizaje Automatico como
por ejemplo RapidMiner Studio®.

Estado del Arte

Las metodologias que se aplican en la Mineria dd)da Mineria de Procesos, y el
Aprendizaje Automatico no son utilizadas por la Agistracion Publica Provincial, ni se las
considera como validas para analizar anomaliasaties dligitales, por consiguiente, no se
orientan a detectar y evidenciar ilicitos y hectlesorrupcion, tal vez, por desconocimiento,
por falta de capacitacion o falta de recursosptaotmanos como materiales, o por subestimar
los beneficios del Big Data. Ademas esas metodadogiileden generar aportes muy valiosos a
la Auditoria Gubernamental, cuando se quiera ecidepatrones en la gran cantidad de datos
digitales que la Administracion Publica producenoctambién puede aportar a las distintas
areas de Control de Gestion de la Administraciobli®d, o a los Sistemas de Calidad
implementados. Actualmente el Estado Provincialtiiza Big Data. M&s aun, no existe oferta
ni demanda de profesionales capacitados dentra eiféra de la Administracion Publica que
certifiquen conocimientos en Big Data, a travémdertificacion como Cientifico de los Datos,
Analista de Datos o similar, expedida por una addalrcertificante especializada en la materia.
No obstante ello, actualmente existe una innumeredohtidad de informacion acerca de estas
metodologias analiticas de los datos orientadasdateccion de fraude en el Sector Privado
con el objeto de prevenir corrupcion contable yarfitiera, evidenciandose con su
implementacion los beneficios de su utilizaciongie lleva a considerar las potencialidades
gue su correcta aplicacion pueda significar erotececion de la modernizacion del Estado y
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en la lucha contra la corrupcién, aportando traresmaa en la Administracion Publica de

manera eficiente. Puntualmente en las Administreasolributarias su utilizacién seria muy

beneficiosa y oportuna, siendo este tipo de orgaidom gubernamental por la tarea que realiza,
las que manejan y producen la mayor cantidad desd&is que no solo son de materia
tributaria, sino que abarcan aspectos relevanteanddisis econdmico tanto nacional como

regional, ya que contienen por ejemplo, informacilevante de las actividades econdmicas
que se llevan a cabo, con lo que podrian desaselimodelos descriptivos como modelos
predictivos de la economia.

Hipotesis de las Propuestas

1. Los datos tienen anomalias. No puede concebirsemglaegran cantidad de datos a los
gue se accede y genera la Administracion Publicaxistan errores. Existen, y tienen
una razon de ser.

2. La experimentacioén, aplicacién y uso de técnices;gs0s Yy algoritmos de correccion
de datos anémalos en bases de datos multiplependentemente de su condicidn, es
decir datos abiertos, publicos, e informatizadosnstituirdn procedimientos
metodoldgicos para evidenciar indicios de compaeatos ilicitos y hechos de
corrupcion.

3. Laevaluacion de la calidad de los datos y la corém de las anomalias de los mismos
gue no se ajustan a los estandares de calidadjrexaio sus causales, es factible y
muy valioso y oportuno en las Administraciones Utdnias, ya que fortalecen el
sistema de control interno, y el sistema de gest®la calidad.

El Proceso de Extraccion de la Informacién o del Gmcimiento
Existen diversas metodologias para la implementadi® un Proceso de Extraccion del
Conocimiento. En el Anexo | — Metodologia Propuesta la presente investigacion, se
desarrolla una metodologia que se considera oporiurestandarizada a los objetivos
planteados, basandose en los principios rectoteSRISP-DM.

Mineria de Procesos
De acuerdo al manifiesto del IEEFa Mineria de Procesos es una disciplina qudsa entre
la Inteligencia Computacional y la Mineria de Datpsr un lado, y la Modelizacién y el
Andlisis de los Procesos por otro, y tiene por tobpescubrir, monitorear y mejorar los
procesos reales, a través del Proceso de ExtradeldGonocimiento de los registros de los
eventos disponibles en los actuales sistemas. haride Procesos incluye el descubrimiento
automatico de procesos, la verificacion, la minddaedes organizacionales, la construccion
de modelos automatizados de simulacion, la extert@dos modelos y otros. Con técnicas de
Mineria de Procesos se puede verificar el cumphitniegle normativas y establecer la validez
y confianza de la informacion en los procesosoétde la organizaciéon. Estas técnicas asumen
gue se pueden registrar eventos secuencialmente gagla evento se refiere a una actividad,

2CRISP-DM Cross Industry Standard Process for Data Minifigy concebido en el afio 1996. En 1997 se puso
en marcha como un proyecto de la Unién Europeaydia por cinco empresas: SPSS, Teradata, Daimler AG
NCR Corporation y Ohra, una compariia de segurogriraera version de la metodologia se presentd en
Bruselas en marzo de 1999, y fue publicada comauiepaso a paso, de la mineria de datos. Actuatiene

IBM es la principal empresa que promueve la metagial CRISP-DM haciendo disponibles algunos de los
documentos originales para su descarga, y ha inm@pdo esta metodologia a su producto SPSS Madeler

3 http://www.win.tue.nl/ieeetfpm/doku.php?id=start
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y se relaciona a un caso particular. Por lo talot® registros de eventos pueden almacenar
informacion adicional, como por ejemplo, la mareht@dmpo, la cual puede encontrarse en los

metadatos. Uno de los principios rectores de laelinde Procesos, justamente hace hincapié
en los eventos registrados, sin tener en cuendamae se registran. Los eventos pueden estar
almacenados en multiples bases de datos, corredsoglicos, registros de transacciones, y

otras fuentes internas o externas de datos, otes da tradicionales. Estos eventos deben ser
confiables, es decir, la registracion de esos dddbge ser de calidad, logrando que cualquier
evento registrado debe poseer una semantica biieiddey los datos de los eventos deben ser

seguros. De esta manera y con esta concepcidmepagustarse los procesos definidos por la

organizacién en virtud de los eventos.

Anomalias de los Datos

Las razones por las cuales existen datos incongsty bases de datos anomalas se deben a
distintas causales, como pueden ser:

» La carga incorrecta de los datos.

» Errores en el software utilizado o incompatibilidaentre distintos softwares.

» El dato proviene de una poblacion distinta.

* Algun tipo de ilicito.

e Un hecho de corrupcion.
Por eso, cuando se realizan tareas trabajandoatos categéricos o cuando no se trabaja con
una distribucion estandar de los datos, la ideatifibn de estos datos anomalos es muy dificil.
La presencia de anomalias en los datos en unadbad&os pueden instaurar distorsiones en
los resultados al realizar cualquier tipo de arsasisbre esa base de datos, por ejemplo, en los
analisis o modelizacion de tipo predictiva. Potdoto, la distorsion que produce este tipo de
datos puede tener consecuencias graves dependielnchkmpo de aplicacion en los cuales son
utilizados. Buscar datos anémalos realizando ctasuhanuales o formalizar un analisis de
tipo secuencial sobre todos los datos de una argeidin, requiere conocer previamente los
posibles valores andmalos de esos datos y conagendonsistencias que puedan aparecer.
Teniendo en cuenta que el tamafio y el volumengsibdaes de datos dia a dia se incrementa,
en muchos casos, esta busqueda de datos anondal@scpnsistencias con consultas manuales
o analisis secuenciales sobre los datos, se toadanea impracticable y tediosa, con lo que
llevarla a cabo de esa manera, puede generar gselamente se cometan nuevos errores
provocando otras anomalias en los datos o genaratg@oruido, sino que se omita el
conocimiento implicito que tienen esos datos, pacentrar la atencion en esa tarea especifica
y no poseer la capacidad de trabajar con grandéseaes de datos. Por eso es acertado para
este tipo de busquedas el uso de algoritmos egecita mayoria de los algoritmos utilizados
para la deteccion de datos andmalos resuelverparesipecifico de problema, y la soluciéon
dependera directamente del dominio del problemasquguiera resolver, en nuestro caso, del
dominio de las politicas tributarias, su concepcgyronocimiento de la Administracion
Tributaria, adoptando para ello, conceptos de rdesti disciplinas, como la Estadistica
Analitica, la Mineria de Datos, la Mineria de Psmy el Aprendizaje Automatico. Hoy en
dia, es inestimable poseer y desarrollar mecanismegpermitan automatizar la busqueda de
los datos an6malos, entre los cuales, la aplicaniédoldgica del Proceso de Extracciéon de
Conocimiento resulta fascinante debido a su capd@dra detectar patrones y relaciones entre
los datos que no son evidentes a simple vista.

METODOLOGIA Y RESULTADOS OBTENIDOS

Etimologicamente metodologia en griego “metodolégamifica tratado del método; es decir,
a primera vista, una metodologia trata del métedtendiendo por método el camino para
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alcanzar una meta (del Moral et al. 2008). Cualguietodologia para ser tenida por tal, debe
cumplir una serie de condiciones que pueden ageer dos grandes clases. La primera clase,
formada por las asi llamadas condiciones formadegdeécuacion, independientes del dominio
donde se emplee la metodologia y, en consecu¢nd&s y cada una de las metodologias deben
cumplirlas. Para la presente investigacion el daresta comprendido por la explotacion de
datos digitales de una Administracion Tributariaa §egunda clase, constituida por las
condiciones materiales de adecuacion, las que smeciicas de cada dominio en donde la
metodologia concretamente se use. No se vuelca ges$ente investigacion el desarrollo en
su totalidad de la metodologia descripta en el Ankex Metodologia Propuesta, por una
cuestidon de tiempo, solamente se puntualizan aguplisos necesarios que responden a los
objetivos buscados en la presente investigacion.

Proceso de Extraccion del Conocimiento
El proceso de extraccidbn de conocimiento se apicdatos que son los resultantes de
inspecciones fiscales a los contribuyentes, detemnaio de oficio el impuesto que debian pagar
en un determinado intervalo de tiempo, acotado testgpo por los plazos de prescripcion.
Cuando el contribuyente conforma una inspecci@alfi®s decir cuando da su consentimiento
y opta por no recurrir la determinacion, lo quelimente queda es que regularice ese ajuste
impositivo determinado en la inspeccion fiscal. Eegaularizacion, en la Provincia de Mendoza
puede llevarse a cabo con la generacion de unadaicjon de Deuda (LD). Ese proceso de
generacion de la Liquidacion de Deuda (LD) concloge la emision de un Boleto de Deuda
gue permite pagar. Ademas, se debe cargar en fdaccerriente del contribuyente, aquellos
periodos a regularizar. Las Liquidaciones de De(da} son generadas por los operadores del
sistema tributario, sistema que registra las difteeoperaciones transaccionales fiscales, y esa
liquidacion generada la valida el contribuyentdéequecibe el Boleto de Deuda. La cantidad
de Liquidaciones de Deudas generadas en el e2idi7 es aproximadamente de 100.000
registros. Del total de los registros se conformasubconjunto que estd compuesto por
liquidaciones de deuda que poseen caracteristisasegidencian modificaciones de las
declaraciones juradas de los contribuyentes, y adajue los valores consignados en los
campos Impuesto y Retencidon son coincidentes. Ttmoslatos personales (Pascual et al.
2000) que contiene la planilla de célculos utilezgthra modelar, han sido alterados para
proteger la identidad del contribuyente, y los dé&t@jo analisis se utilizan exclusivamente para
evaluar el comportamiento del algoritmo matematiecAprendizaje Automatico estudiado.
Los datos al estar contenidos en una planilla t&ilcé no poseen integridad referencial. El
término integridad referencial se refiere a la &kaat 0 correccion de los datos en las bases de
datos. (Date 2001). La planilla de calculos poseeisiete (17) columnas y sesenta (60) filas.
Las denominaciones de las columnas son las sigsient

01) SPO_CUIT: Clave Unica de Identificacion Trilnigadel contribuyente.
02) SPO_DENOMINACION: Nombre o razon social del tritmuyente.
03) NRO_INSCRIPCION: Numero de inscripcion del Irepto.

04) ROL.: Identificacion del Impuesto.

05) TIPO_LD: Cdédigo que identifica el tipo de Ligacion de Deuda.
06) NUMERO_LD: Numero que se le asigna a la Liqoidia de Deuda.
07) EJERCICIO: Ao Fiscal.

08) ANTICIPO: Mes correspondiente al Afio Fiscal.

09) IMPUESTO: Impuesto declarado por el contribuyerte.

10) SALDO_CUENTA: pago del mes anterior a favor dmitribuyente.
11) RETENCION: Retencion del impuesto practicada atontribuyente.
12) BOLETO: Numero del boleto de pago.
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13) ACTIVIDAD: Cédigo de actividad del contribuyentnomenclador Ley Impositiva.

14) IMPORTE_MULTA: Multa generada al contribuyente.

15) MULTA_TERMINO: Multa con intereses resarcit@io

16) MONTO _INSPECTOR: Porcentaje de la multa paiasggector en calidad de incentivo.
17) FEC_ALTA: Fecha de alta de la Liquidacion deidee

El andlisis se concentra en dos columnas: la ca@uMRPUESTO y la columna RETENCION,
donde se observa que existen valores coincidelotegje implicaria sin ejercer un analisis
integral de las causales de esta anomalia, quekascperiodos fiscales correspondientes a
declaraciones juradas mensuales, el contribuyentendria que pagar tributo alguno ya que
el saldo del impuesto a pagar sera cero, porquesase ha sido retenido. En todas las
coincidencias bajo andlisis, nunca el valor deetancién supera al valor del impuesto, lo que
conlleva a que no hay un saldo negativo, iniciagldatervalo de datos digitales en cero. Lo
gue se sabe, en virtud del analisis previo enadlsmiidentifica las relaciones de los datos entre
si, es que los valores que han sido consignad@saaiumna RETENCION que son iguales a
la columna IMPUESTO son datos gue se ajustan ni al modelo de datos estudiado, fos
procedimientos establecidos resultantes de sumsiatde calidad.
Por tal motivo la muestra deberia agruparse emipinpor las caracteristicas descriptas, dos
conjuntos de datos, resultantes en dos clusters:

+ un conjunto donde IMPUESTO y RETENCION tienen Idsmos valores, y

e otro conjunto donde no los tienen.
Esa coincidencia de los valores entre la column@UESTO y la columna RETENCION se
repite quince (15) veces en una muestra de cineyentieve (59) registros, 1o que representa
aproximadamente, el veinticinco por ciento (25%)lalenuestra seleccionada bajo analisis.
Para continuar el proceso con un operador de AprajedAutomatico en RapidMiner Studio®
deberia limpiarse del Conjunto de Ejemplos (Exa®gielos datos anémalos, con lo cual,
concebida correcta y documentadamente las cawdmlas anomalias, podrian depurarse esos
datos inconsistentes de las bases de datos, aportzayor calidad a la muestra de datos, para
el disefio de los modelos a validar. Por consigajestando la causal de la anomalia no tiene
una explicacion logica, ni documentada como panpje podrian ser datos perdidos, errores
de los datos, incoherencias en los datos, 0 mesdasentes o erréneos, entonces estamos en
presencia de algun indicio de ilicito y/o hecho aterupcién. Una hipétesis que puede
considerarse en el analisis de las causales, &smeste la exploracion de los metadatos
contenidos en los datos de la muestra, como parpépesu coincidencia en la estampa del
tiempo, y modelizar paralelamente con algoritmoartdisis de metadatos.

Imagen 1 Planilla de Calculos, producida por los taues

C D E E G H I J K L Q

1  NRO_INSCF ROL TIPO_LD NUMERO_LD EJERCICIO ANTICIPO IMPUESTO  SALDO_CUENTA  RETENCION BOLETO FEC_ALTA

2 123456 1B LI ¥199900972170 2.003 1 7.296,03 0,00 0,002003000650306 23/10/2006 13:49:26
3 123456 1B LI ¥199900972170 2.003 2 9.194,67 0,00 0,002003000650307 23/10/2006 13:49:26
4 123456 1B LN ¥199900972170 2.003 3 8.333,33 0,00 0,002003000650308 23/10/2006 13:49:26
5 123456 1B LI ¥199900972170 2.003 4 8.556,51 0,00 0,002003000650309 23/10/2006 13:49:26
6 123456 1B LI ¥199900972170 2.003 5 11.710,26 0,00 0,002003000650310 23/10/2006 13:49:26
7 123456 1B LI 199900972170 2.003 6 12.594,14 0,00 0,002003000650311 23/10/2006 13:49:26
8 123456 1B LI ¥199900972170 2.003 7 14.641,75 0,00 0,002003000650312 23/10/2006 13:49:26
9 123456 1B LI ¥199902782076 2.003 7 9.194,67 0,00 9.194,67 2003000650312 01/12/2014 11:25:24
10 123456 1B LI ¥199900972170 2.003 8 10.268,43 0,00 0,002003000650313 23/10/2006 13:49:26
1" 123456 1B LI ¥199902782076 2.003 8 9.856,39 0,00 9.856,392003000650313 01/12/2014 11:25:24
12 123456 1B LI ¥199903397744 2.003 8 10.200,00 0,00  10.200,002003000650313 22/06/2017 09:59:17
13 123456 1B LI ¥199903404040 2.003 8 10.268,43 3.404,08 0,00'2003000650313 07/07/2017 10:00:56
14 123456 1B LI ¥199900972170 2.003 9 12.759,08 0,00 0,002003000650314 23/10/2006 13:49:26
15 123456 1B LI ¥199902782076 2.003 9 12.759,08 0,00 12.759,08'2003000650314 01/12/2014 11:25:24
16 123456 1B LI ¥199903397744 2.003 9 12.700,00 0,00 12.700,00003000650314 22/06/2017 09:59:17
17 123456 1B LI ¥199903404040 2.003 9 12.759,08 0,00 0,002003000650314 07/07/2017 10:00:56
18 123456 1B LI ¥199900972170 2.003 10 9.455,48 0,00 0,002003000650315 23/10/2006 13:49:26
19 123456 1B LI ¥199900972170 2.003 1 11.516,05 0,00 0,00"2003000650316 23/10/2006 13:49:26
20 123456 1B LN ¥99903397744 2.003 1 11.500,00 0,00 11.500,002003000650316 22/06/2017 09:59:17
21 123456 1B LI 199903404040 2.003 1 11.516,05 0,00 0,002003000650316 07/07/2017 10:00:56
22 123456 1B LI ¥199900972170 2.003 12 9.279,83 0,00 0,002003000650317 23/10/2006 13:49:26
23 123456 1B LI ¥199903397744 2.003 12 9.200,00 0,00 9.200,002003000650317 22/06/2017 09:59:17
24 123456 1B LI 599903404040 2.003 12 9.279,83 0,00 0.002003000650317 07/07/2017 10:00:56
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Resultados Obtenidos en Modelo |

La modelizacion utiliza un Algoritmo de Segmentacite la aplicacion RapidMiner Studio®
version 8.2%. Este Algoritmo de Segmentacion se denomina Agnigr@o de Soporte
Vectorial (Support Vector Clustering, SVC), y elsmio se desarrolla mateméticamente en el
Anexo Il — Algoritmia Utilizada. El proceso que sgcuta para el desarrollo de lo que se
denomina Modelo |, es el que se describe en el dilex RapidMiner Studio Versién 8.2.
Para preparar los datos y poder aplicar el algortBvC en la Etapa Modelizacion se ejecuta
un proceso previo para crear una nueva columna emuestra de los datos, y esta columna
tendra los valores resultantes de restar de larc@duMPUESTO los valores de la columna
RETENCION, de esta forma, los valores que sean(6@seran representativos de los registros
en los que el valor determinado del Impuesto slisréngresos Brutos es igual a la retencion
cargada manualmente por el operador y validad&lpoontribuyente, ya que esa carga en la
generacion de la Liquidacion de Deuda, se haceresepcia del contribuyente, quien debe
regularizar sus obligaciones impositivas determasag@or el inspector fiscal. Creada la
columna impuesto menos retencion denominada IMP;RETejecuta el algoritmo con sus
parametros por defecto, y el resultado de la ejénuarroja siete (7) clusters que agrupan los
siguientes valores:

» Cluster 0, 28 items de distintos valores distinte.

* Cluster 1, 03 items con el valor 9194.670

* Cluster 2, 03 items con el valor 14641.750

* Cluster 3, 03 items con el valor 10268.430

» Cluster 4, 04 items con el valor 12759.080

* Cluster 5, 03 items con el valor 9279.830

» Cluster 6, 15 items con el valor O

Imagen 2 Grafico Agrupamiento de Soporte VectorMbdelo I, producida por los autores
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La cantidad de items, cincuenta y nueve (59), cdamtes con registros de la muestra.
Los valores del cluster cero (0) representan eelgistros de veintocho (28) periodos mensuales
del Impuesto sobre los Ingresos Brutos, en losesual campo IMPUESTO no es igual al

4 https://rapidminer.com
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campo RETENCION y tampoco esos valores son igualéss valores que contienen los
clusters uno (1), dos (2), tres (3), cuatro (4inga (5). A estos valores, los del cluster cerg (0)
el algoritmo los define como ruido del conjuntoajemplos (ExampleSet). Los valores del
cluster seis (6) forman parte del grupo que reptasea los registros de quince (15) periodos
mensuales en los cuales el campo IMPUESTO esajsampo RETENCION, ya que el valor
de aplicar la funcion matematica establecida pleagrieuto IMP-RET, es cero (0).

Y los valores de los cluster uno (1), dos (2), {@s cuatro (4) y cinco (5), corresponden a
periodos mensuales con identico valor distinto jgEsbnto de cero. A los datos contenidos en
los distintos cluster se les puede adicionar inémidn para arribar a ciertas conclusiones, casi
como si se tratara de la generacion de un modedpdadizaje automatico supervisado:

» Las valores establecidos por el operador del seténbutario en la columna
RETENCION no se pueden constatar con respaldo demiain que avale esa
registracion, siendo esos valores en definitivapslgue no se ajustan al modelo de
datos ni a los procedimientos establecidos podiaiAistracion Tributaria.

* Puede identificarse el operador de sistema quelhizarga de los datos.

« Y del andlisis del afio de cada uno de los regigtoesle encontrarse una ldgica en la
anomalia del dato.

De la muestra total de cincuenta y nueve regi$i®y veintiocho (28) de ellos, que representan
el cuarenta y ocho por ciento (48%) de la muestnaprincipio no demandarian un analisis
extra a los objetivos planteados, y son los dagpspados en el Cluster 0, definido por el
algoritmos seleccionado como ruido. Dieciséis (&g)stros quedaron agrupados en distintos
clusters, porque el valor del impuesto a pagaft esseno en distintos ejercicios, lo que puede
visualizarse en el gréafico de tres dimensionegesmtando este agrupamiento el veintisiete
porciento (27%) del conjunto de los datos. Y qui(t®) registros en donde el valor del
impuesto declarado es igual al de la retenciéntesgmtando este cluster el veinticinco
porciento (25%) de la muestra. Como el objetivoifgado es el descubrimiento de patrones en
los items de la muestra, que evidencien posikligso por parte del contribuyente, y/o hechos
de corrupcion, y los items fueron preparados ditalel Cluster O es definido como ruido,
porque en principio, esos datos no evidencian darndad posible ilicitos y/o hechos de
corrupcion, pero ello no significa que no puedastaxLos items del Cluster 1 al 6 representan
el cincuenta y dos porciento (52%) de la muestemd® estos valores reveladores de ciertos
patrones y puede establecerse que:

» Los valores del Cluster 1 al 5 pueden evidencigpasible ilicito, como por ejemplo,
evasion fiscal, siempre y cuando en el analislasleausas de imperfeccion de los datos
no pueda aseverarse con certividad que esos datesmonden por ejemplo a errores
de carga de las Liquidaciones de Deuda por pattep@eador o a otras causas, y

» Los valores del Cluster 6, verificAndose que lautapion de los valores al campo
RETENCION se hizo de forma manual por el operagbrsistema tributario, podria
evidenciar un posible hecho de corrupcion, porcquarip haber connivencia entre el
contribuyente y el operador, ya que la carga seeesn presencia del contribuyente,
y es este el que valida la carga y generacion Higjladacion de Deuda (LD).

Resultados Obtenidos en Modelo I

Ajustado los parametros por defecto del algoritradSgégmentacion en el cual se cambia el
valor de convergencia el cual especifica la prénigie las condiciones de los clusters, el
algoritmo Agrupamiento de Soporte Vectorial (Suppgector Clustering, SVC) arroja por
resultado diez (10) clusters que agrupan los gigeseitems:

* En el Cluster 0, 18 items, conjunto de valoresrdiss.

* Enel Cluster 1, 03 items, con el valor 7296.030

* En el Cluster 2, 03 items, con el valor 9194.670

Pag. 10



e En el Cluster 3, 03 items, con el valor 11710.260
* En el Cluster 4, 03 items, con el valor 12594.140
 En el Cluster 5, 03 items, con el valor 14641.750
* En el Cluster 6, 04 items, con el valor 12759.080
 En el Cluster 7, 04 items, con el valor 11516.050
 En el Cluster 8, 03 items, con el valor 9279.830
e En el Cluster 9, 15 items, con el valor 0

La agrupacidon es mas precisa, corrigiendose asinginto de datos del Cluster 0, pasando de
28 items (Modelo I) a 18 items (Modelo ).
Imagen 3 Grafico Agrupamiento de Soporte VectorMbdelo Il, producida por los autores

labe® noise @ cluster_1 ©cluster_2 ©cluster_3 @cluster_4 ©cluster 5 O cluster_6 O cluster_7 @ cluster_8 @ cluster_9

CONCLUSIONES

Hasta ahora no hay una aplicacion especifica dwitmigps personalizados para Mineria de
Datos impositivos (Liu et al. 2012) Tampoco existédgoritmos especificos en la Mineria de
Procesos, ni en el Aprendizaje Automatico en laiiAoia de Mendoza, a través de la ejecucion
de algoritmos matematicos predictivos o descrigtiip obstante, ello, el analisis de datos con
los algoritmos de segmentacion contribuyen en l@eogén del comportamiento de un
contribuyente, o de un grupo de contribuyentegjugalas posibilidades de parametrizacion y
la creacidn de modelos responden a distintas atieas de analisis, en virtud de los objetivos
planteados oportunamente y de la preparacion diakos.

Las observaciones de los agrupamientos de los gasos caracteristicas comunes pueden
revelar datos con anomalias, las cuales deben tadgemporque ellas pueden estar
exteriorizando ilicitos y hechos de corrupcionyetud de sus causales. Por eso, la deteccidn
de datos atipicos, o datos inconsistentes, coralud®escubrimiento de pequefios conjuntos de
datos que seran significativamente muy diferentesesto de los datos bajo andlisis, y
justamente el analisis de estos datos andmalos gasisales sera mas valioso que el analisis
general de todos los datos de la muestra, basadetiosen que justamente los objetivos del
analisis de los datos se concentra en eviden&i@od y hechos de corrupcion, sin perder de
vista que la premisa es que exista calidad endtsscen las bases de datos tributarias, con lo
cual habria poco lugar para la existencia de instrgias de este tipo, hecho aiun mas
llamativo, cuando estas anomalias responden a tmdnpale conducta de un mismo
contribuyente, de un conjunto de contribuyentesjrdejercicio especifico o de un operador
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determinado del sistema tributario, sin una cawsartiva. El algoritmo propuesto de
Agrupamiento de Soporte Vectorial aplicado a umgralumen de datos, una vez que el
modelo ha sido validado, puede descubrir de lagnsistencias de los datos, anomalias y
ruidos, las fuentes y origenes de estas anomgaliapendera de como se planteen los objetivos,
que son la base de la preparacion de los datastdetlicitos y/o hechos de corrupcion.
Posteriormente, aquellas causales que explicitemmaerfecciones de los datos, y no sean
ilicitos ni hechos de corrupcion, permitiran segreglimpiar estos datos inconsistentes de la
base, para ir depurando la base de datos, cowmigidas cuentas corrientes de los
contribuyentes, optimizando la calidad del datogtribuyendo a los procesos de aprendizaje
automético en la generacion de las instruccionessagias en el lenguaje de programacion
seleccionado.

PROYECCIONES

e Validar algoritmos de agrupamiento de forma jutsigncial para que exista como
prueba suficiente en denuncias contra hechos depoidn y fraude, tanto para el
Sector Publico como para el Sector Privado.

» Validar los algoritmos de modelizacién predictivalgscriptiva para otros procesos,
como:

Arbol de Decisiones.

Arbol de Reglas.

ID3.

Reglas de Induccion.

Aprendizaje Profundo.

Red Neural.

Maquinas de Soporte Vectorial.

Agrupamiento Aglomerativo.

Agrupamiento Aplanado.

Matriz de Correlacion.

o Matriz Anova.

* Minimizar las cantidades de fraude e ilicitos.

» Proyectar la metodologia y los conceptos de MirdgiBatos propuesta por medio del
Aprendizaje Automéatico para el Sector Publico $ettor Privado.

* Proponer ante la Oficina Nacional de Tecnologialaldnformacion (ONTI), u
organismo que corresponda,. la metodologia regaltata parametrizacion para su
regulacion normativa.

O 0O0OO0OO0O0OO0OO0OO0OO0OOo

Anexo | — Metodologia Propuesta

Se considera al Proceso de Extraccion del Conooimieecesariamente como un Proyecto
Profesional Interdisciplinario. De esa manera sedpuestablecer un contexto integral que
impactara en la elaboracion y desarrollo de losetos] la extraccion del conocimiento y el
procedimiento de induccion del mismo. Ese Proydetofesional Interdisciplinario no
concluye cuando se generan los modelos necessinogjue el mismo estara relacionado con
otros proyectos que iniciaran, como por ejempiadaccion del conocimiento adquirido en el
Aprendizaje Automatico y la Mineria de Procesofi@mpo real. Debe documentarse en forma
analitica cada una de las etapas del Proceso daacExn del Conocimiento, generando
posteriormente un informe global que contenga wsaripcion de los puntos criticos de cada
una de ellas, con el objetivo de que otros equiptesdisciplinarios de desarrollo utilicen el
conocimiento adquirido y trabajen a partir de &. rhetodologia propuesta se adapta a los
objetivos del analisis de las causas de los datalos, y que este analisis pueda contribuir
en detectar ilicitos y posibles hechos de corrupdior tal motivo debe analizarse con mayor
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profundidad los datos que evidencien patrones sbspges, y los que tengan ruidos, y no
eliminarlos de la muestra bajo analisis hasta guesluzcan sus causales. El ciclo de vida del
Proceso de Extraccion del Conocimiento propuestgiste de seis etapas:

Cuadro 1 Resumen de puntos criticos de los etapesjucida por los autores
ETAPAS TIEMPO RECURSOS RIESGOS
a definir de acuerdo
| — Comprension a la magnitud de la
organizacion.

Analista de datos y | Cambios externos a
Cientificos de datos| la organizacion.

Il — Exploracion, a definir de acuerdo . Problemas con los
-, . Analista de datos y .
Preparacion y a la cantidad de o datos seleccionados
o Cientificos de datos ;
Seleccion datos a preparar. y con la tecnologia
a definir de acuerdo

Problemas con los

- lepleza},y a la cantidad de Cientifico de datos | datos explorados y

Transformacion datos para explorar, .
e con la tecnologia
limpiar y transformar
a definir de acuerdo Problemas con

IV — Modelizacién | a la cantidad de Cientifico de datos | modelos no
modelos definidos adecuados

Cambios externos a
Analista de datos y | la organizacién e
erientificos de datos ?ncapacidad Qe
implementacion
a definir de acuerdo Cambios externos a
?" alcance de. Ja Cientifico de datos !a organizacion €
implementacion incapacidad de
propuesta implementacion

a definir de acuerdo
V — Evaluacion a la cantidad de
modelos para evalug

VI — Implementacion
y Difusion del
Conocimiento

Etapa | — Comprension
En la presente etapa se determinan todos los wigepara el Proceso de Extraccion del
Conocimiento. Para lograr definir esos objetivestendra en cuenta las siguientes sub etapas,
las cuales pueden ser ejecutadas indistintamentiadr, sin un orden predeterminado, y estas
sub etapas son las que se detallan a continuacion:
a) Relevar los pilares de la Organizacion bajo estUugstos pilares son:
a. La Vision.
b. La Mision.
c. Los Objetivos Estratégicos de la Organizacion.
b) Evaluar el Sistema de Control Interno de la Organén bajo estudio, de acuerdo a lo
indicado en el informe COSQen virtud de sus elementos:
a. Ambiente de Control,
b. Evaluacion de los Riesgos,
c. Actividades de Control,
d. Informacion, Comunicacion y
e. Actividades de Supervision.

5 COSO(Committee of Sponsoring Organizations of the Twead es una Comision voluntaria constituida por
representantes de cinco organizaciones del seatwago en Estados Unidos, para proporcionar lidegaz
intelectual frente a tres temas interrelacionadeasgestion del riesgo empresarial (ERM), el contntérno, y la
disuasion del fraude.
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c) Determinar los objetivos del Proyecto.
a. Establecer el tipo de Proyecto, predictivo 0 deseo.
b. Identificar las areas organizativas involucradas.
c. Evidenciar las motivaciones del Proyecto.
d) Elaborar los Planes del Proyecto.
a. Disefiar el Plan Estratégico del Proyecto.
b. Disefar el Plan Individual del Proyecto.
Las sub etapas a), b) y ¢) aportan los elemen®peumiten se elabore el Informe Final. Este
Informe Final, con los Planes del Proyecto conséituel resumen de la Etapa | denominada
Comprension. El tiempo serd una variable depetalidel tamafio de la organizacion objeto
del Proyecto, y el intervalo razonable a establesate una (1) semana a cinco (5) semanas.

Etapa Il — Exploracion, Preparacion y Seleccion déos Datos
La Etapa de Exploracién, Preparacion y SeleccidngiBatos comienza con la recoleccion de
los datos iniciales necesarios para llevar a calr@yecto de acuerdo a la Planificacion
individual, y continGia con las actividades necesague permiten familiarizarse con las fuentes
de informacién de la organizacion, la estructurdodalatos existentes, y la ponderacién de la
calidad de esos datos. El andlisis de la calidatbslelatos deja de manifiesto las posibles
anomalias existentes, anomalias que suelen inctarsercuando se trata de bases de datos
multiples y datos no tradicionales, sean de origgrno, como de origen externo.
Las sub etapas son:
a) Recoger los datos iniciales.
a. ldentificar el origen y la fuente de los datos.
b. Generar informe de recopilacion de los datos ynsét®dos de captura.
b) Describir los datos.
a. Detallar la cantidad de datos disponibles.
b. Describir su interrelacion.
c) Detectar anomalias de los datos.
a. ldentificar las posibles causales de anomaliassiddtos.
b. Agrupar las causales.
d) Definir la calidad de los datos.
a. Visualizar valores perdidos.
b. Evidenciar errores de los datos.
c. Evidenciar errores de los metadatos.
Exploracién de los Datos
Los datos pueden provenir de distintas fuentes,|@pdanto resulta necesario el analisis
exploratorio de los datos, para hallar la distriboae los datos, la simetria y normalidad, y
por consiguiente todas las correlaciones con tanmécion. Para ello, se debe graficar los datos,
lo que permitira visualizar la estructura de lodalas herramientas de visualizacion pueden
ser, por ejemplo, el histograma de frecuenciagatico de caja y bigotes, el grafico de simetria
y el grafico de dispersion.
Seleccion de los Datos.
Cuando los datos han sido preparados, se procggleaionar aquellos datos relevantes a los
objetivos propuestos en la Planificacion Individdel Proyecto.
Existen dos formas posibles de seleccionar lossd&aseleccion de elementos o la seleccion
de atributos, o una combinacion de los dos, es @mnentos y atributos. Cuando exista una
exclusién de ciertos datos del conjunto de dat@s drzélisis, los cuales no formaran parte de
la modelizacion, debe dejarse constancia documeaniaduales fueron los motivos por los que
se tomo la decision de su exclusion, teniendo entewpara ello:
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a) La Identificacion de los atributos que estan intimaate relacionados con los objetivos
propuestos del Proyecto. Los atributos que no estéanionados, podrian en principio
suprimirse.

b) La evaluacion de si la calidad de los atributosodedatos en concreto, impactan en la
validez de los resultados, si no lo hacen, en mim@odrian suprimirse.

Etapa Ill — Limpieza y Transformacion de los Datos

La etapa de Limpieza y Transformacion de los Datbarca todas aquellas actividades
necesarias para construir un conjunto final de Hapoe se utilizaran con el algoritmo
seleccionado en la modelizacion de acuerdo aldgmodelo a construir, a partir de los datos
que ya han sido explorados, preparados y selednsnéas actividades que se incluyen en
esta etapa, son las siguientes:

» seleccion de tablas,

» seleccion de elementos y

» seleccion de atributos,
En esta etapa no deben eliminarse las anomaliéssd#atos, sino que se debe analizar y
descubrir cudles fueron las causas que generaamciansistencias, para poder de esta forma
aumentar la calidad de los datos, porque el afgorgue se aplique en la siguiente etapa debera
recibir los datos con un formato especifico, compgjemplo el formato que es requerido por
el algoritmo Agrupamiento de Soporte Vectorial (Béur et al., s. f.). Las sub etapas son:

a) Limpiar los datos,

b) Integrar los datos, y

c) Otorgarles un formato especifico.
De manera intuitiva se afirma que la calidad deabservacion dentro de un conjunto de datos
(DataSet), se refleja por la relacién que los mstenen con otras observaciones del mismo
conjunto de datos que se obtuvieron bajo similemesliciones. Es comun encontrar datos que
parecen ser distintos que el resto de los datogeper valores mas pequefios o mas grandes,
0 por tener caracteristicas distintas que el réstta muestra, lo que podemos analizar, por
ejemplo, con la interpretacion de los clustersltastes de aplicar cualquiera de los algoritmos
de Segmentacién, es decir cualquiera de los sitpsegoritmos:

» K- Means,

+ X -—Means,

K- Medoids,

» DBScan,

* Agrupamiento Aleatorio, y

e Agrupamiento Aglomerativo.

Limpieza de los Datos
La limpieza implica observar mas de cerca los @mobls existentes en los datos que se han
seleccionado para incluir en el Proyecto. Estoblpmas pueden ser, los que se detallan en el
cuadro siguiente:

Cuadro 2 Problemas de los Datos, producida poradosores

PROBLEMAS DEL DATO SOLUCION

Excluir las filas, o imputarles un valor
estimado.

Utilizar recursos légicos para descubrir los
errores manuales,

Aplicar un esquema de codificacion simple
convirtiendo y/o sustituyendo los valores.
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Datos perdidos

Errores de los datos

Incoherencias




Examinar manualmente los campos
Metadatos ausentes o erréneos sospechosos, y comprobar el significado
correcto.

El informe que se genera describiendo la limpiezéod datos, detalla documentadamente las
modificaciones que se llevaron a cabo en los dd&lsConjunto de Datos (DataSet),
puntualizando el impacto posible que la limpiezanega en cualquier algoritmo de
Segmentacion. El informe debe incluir en su confegaquellos puntos que den respuesta a
las siguientes interrogantes:

a) ¢Qué tipos de ruidos en los datos se han producido?

b) ¢Qué métodos se han utilizado para eliminar ebrdéllos datos?

c) ¢Qué técnicas han demostrado ser eficaces y awgdtes

d) ¢Qué atributos no han podido ser recuperados?

e) ¢Qué datos han sido excluidos por el ruido?

f) ¢Qué impacto generan los datos excluidos?

Los Ruidos en los Datos
Los datos que contienen ruidos van a interferitaemodelizacion, y esa interferencia puede
llegar a ser significativa.
Es Ruido en los Datos todo aquello que no es a@eésato es irrelevante, lo que degrada o
distorsiona los datos, los contamina y/o impidénata el estudio o uso de la informacion.
Ciertos métodos de analisis y procesamiento desgmteden introducir ruidos al Conjunto de
Datos (DataSet), y ello podria darse en cualguierdas etapas previa a la obtencion del
conocimiento.

Etapa IV — Modelizacion

En la modelizacion se aplican los algoritmos, cgooejemplo el Agrupamiento de Soporte
Vectorial, el cual es el pertinente a los objetiptanteados en la Planificacion Individual del
Proyecto, para generar varios modelos (cuantosmdglos se formen, mejor), y se calibran
sus parametros a los valores 6ptimos, de acueldsgesultados de su ejecucion. Obviamente
existen varios algoritmos para el mismo proyectoegia etapa se debe:

a) Seleccionar las técnicas y herramientas apropiadas

b) Disefar los casos de modelado, en virtud de lostigbp

c) Construir los modelos, y

d) Dar valor a cada uno de los modelos.
Se debe registrar los ajustes y datos utilizadosaela uno de los modelos elaborados, y al
finalizar la etapa de modelizacion, se podra dispae tres tipos de informaciones que son
relevantes y de soporte vital para el Proyecto:

1) La configuracion de los parametros utilizados.
La mayoria de los modelos tienen diferentes parasieue deben ajustarse para controlar su
proceso de modelado y ejecucion del mismo.
Generalmente se modela con los parametros presstids, y luego se ajustan los valores por
defecto. Debe tomarse nota cada uno de los ajustdigados, para poder automatizar el
proceso de parametrizacion llevado a cabo, conasu€wenjunto de Datos (DataSet).

2) Los modelos producidos, y

3) La descripcién de los resultados de estos modelos.
Al examinar los resultados que arroja la ejecudérun modelo determinado, se debe tomar
nota de esos resultados, lo que permitird comparaibn los resultados de otros modelos
desarrollados, y de la comparacion se obtendral agjue satisfaga mejor los objetivos
planteados en la Planificacion Individual del Piaige
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Luego, se registra esa comparacion de modelodefoehe Final de la presente etapa, informe
gue contard con la siguiente informacién adiciolaatual responde a los interrogantes que se
detallan a continuacion:

a) ¢se puede llegar a conclusiones significativagta pa este modelo?

b) ¢revela este modelo otros patrones?

c) ¢el modelo presenta problemas de ejecucion?

d) ¢el tiempo de procesamiento del modelo es el iddita

e) ¢ el modelo presenta problema de calidad de datos?

f) ¢hay incoherencias de calculos en el modelo?

Etapa V — Evaluacién

El llegar a la etapa de Evaluacion significa quedormente se han generado uno o varios
modelos, los cuales parecieran alcanzar la cabdéidiente y esperada desde la perspectiva
del analisis del Conjunto de Datos inicial (DatadSet
Por tal motivo, antes de concebir al proceso coefitivo, debe evaluarse a fondo y en
profundidad los modelos que se han generado, pwaewodos los pasos criticos que se
ejecutaron para crearlo. Posteriormente debe carggael modelo evaluado con los objetivos
de la Organizacion, objetivos que fueron conocigaoglevados en la Etapa | denominada
Comprension, y los que fueron plasmados y procaesadola Planificacion Individual del
Proyecto. Un objetivo clave de la evaluacion denhoslelos, es determinar si hay algun punto
especifico relevante que concierne a la organimacgue no haya sido considerado
suficientemente, o que haya sido subestimado, ympacta en el Proceso de Extraccion del
Conocimiento. Al final de presente etapa, se abtenna decision sobre la aplicacion de los
resultados. Las sub etapas de la Evaluacion son:

a) Evaluar los resultados obtenidos,

b) Revisar, y

c) Llevar acciones a cabo.
En esta etapa se determinan cuales de los modellosdos son los modelos mas precisos para
considerarselos finales, es decir, aquellos modigfisitivos que estén listos para ser aplicados
0 que evidencian patrones interesantes, o patrqnesno se tuvieron en cuenta en la
Planificacién Individual del Proyecto. Es oportiaroesta etapa crear un método de valoraciéon
de los modelos.
Los modelos deben ser clasificados en virtud gredaision que arrojan sus resultados, y de la
facilidad e interpretacion de los mismos. Una vésificados se los evalia con mayor
profundad, para utilizar los conocimientos extraide los datos, y volcarlos en la ejecucion de
los procesos y operaciones tendientes al AprerdAaijomatico. Luego, de la observacion de
estos resultados, las conclusiones podran apodterial para los procesos de los métodos
utilizados en la Mineria de Procesos (IEEE Task&on Process Mining s. f.). Las sub etapas
de la Evaluacién son:

a) Comprender los resultados de los modelos evaluadosontrar su sentido légico.

b) Establecer si existe incoherencias que necesitamaryor exploracion.

c) Explorar mas de un modelo y comparar cada unosieekultados.

Etapa VI — Implementacién y Difusién del Conocimieto
La obtencion del modelo o de los modelos de extraate conocimiento, no es la conclusion
del Proyecto. Incluso, si uno de los objetivos meldelo, es el de extraer conocimiento
proactivo o analitico de los datos, el conocimientiienido tendra que organizarse y
presentarse para que se lo pueda usar a travasrakutcion. Dependiendo de los requisitos
preestablecidos en los objetivos de la etapa comeseto, la presente etapa puede ser tan simple
como la generacion de un informe final de calidetdn compleja como la realizacion periodica
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y automatizada de un proceso de analisis de datda erganizacion, lo que requerira las
siguientes sub etapas:

a) Planificar la difusion del conocimiento,

b) Monitorear el plan, mantenerlo, y

c) Generar informes y revisiones periodicas
Por lo tanto, en esta instancia deben reunirseefadtados obtenidos, los modelos evaluados y
los descubrimientos y patrones logrados que evieenposibles ilicitos y hechos de
corrupcién, por tal motivo todo el proceso tiene gar continuado.
El modelo debe permitir que sea modificado y reaatilo, dentro de un enfoque sistémico con
retroalimentacion, lo que se logra con el Autoagizaje Automatico. El Informe Final de esta
etapa contiene las siguientes pautas que pernatgastar las siguientes interrogantes:

a) ¢gqué factores se necesitan controlar?

b) ¢como deberia determinarse que un modelo ha egpirad

c) ¢puede reconstruirse el modelo con nuevos datos?

d) ¢puede utilizarse este modelo para otros fraudastos?
Entonces, contestadas las interrogantes anterggedebe volcar las respuestas en las
observaciones, recomendaciones y conclusiones ndetme final, el que contendra los
siguientes puntos:

a) Descripcion detallada del problema original.

b) Detalle de los pasos utilizados de la Metodologia.

c) Costos.

d) Desviaciones de la Planificacion Individual del yrcto.

e) Resumen de los resultados, incluyendo los modeléssedescubrimientos.

f) Plan propuesto para la difusion del conocimiento.

g) Recomendaciones para futuros Proyectos.

Esquema 1 Interaccion de las Etapas de la Metodddo@roducida por los autores

1)

Exploracion,
Preparacion y
Seleccion de lo
Datos (2)

Implementacion y
Difusion del
Conocimiento (6)

Limpieza y
Transformacion
L de los Datos (3)

Evaluacion

Modelizacion

(4)

Anexo Il — RapidMiner Studio® Version 8.2
Para la presente investigacion se utiliza la hdeata RapidMiner Studio®, version 8.2. Al
ejecutar la herramienta RapidMiner Studio®, comampra medida se procederd a la
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importacion de los datos consideraros para analisidos los modelos que se describan a
continuacion, utilizan algoritmos de Segmentacléndiferencia entre los modelos, es como

se preparan los datos del Conjunto de Datos parstiada de datos del algoritmo (input), y las

distintas parametrizaciones de los algoritmosazatilos, |0 que impactara en el resultado de la
ejecucion del proceso.

Modelo |
En la generacion del Modelo I, el algoritmo Agrupemto de Soporte Vectorial es aplicado
solamente a un atributo, el que se denomina IMP-REBpuesto menos Retencion) y que fue
creado para poder agrupar con mayor claridad ltssd&se procedimiento se describe a
continuacion. El aplicar el algoritmo indicado, gupone no solo conocer co6mo se comporta el
algoritmo con el Conjunto de Ejemplos (ExampleS&t)p también comprender que son los
datos contenidos en la planilla de célculos bagisis, y sus interrelaciones.

Etapa Il — Exploracion, Preparacion y Seleccion déos Datos

Cuando se procede con la importacion de los dR@EdMiner Studio® preguntara ¢, de donde
son los datos?, otorgando dos opciones para indigaocedencia de los datos para analizar,
una opcion sera “en la computadora” y la otra aptan una base de datos”. Seleccionado el
archivo o la base de datos para proceder a la tagon, RapidMiner Studio® otorga un
formato estandar a las columnas de los datos aesedt del proceso de importacion, las que no
las llama columnas, sino que las denomina atributd&ando en ese preciso momento si hubo
algun problema en la importacion, y durante el @soamuestra una vista previa.

Imagen 4 Importacion de Datos en RapidMiner Studipfroducida por los autores

Import Data - Format your columns.

Format your columns.

Date format MMM d, yyyy h:-mm:ss a z v Replace errors with missing values

SPO_CUIT # v SPO_DENO..# v NRO_INSCR..# v ROL @ v TIPOLLD & v NUMERO_LD# v EJE
polynominal polynominal integer polynominal polynominal real inte
80-00000427-0  SUJETO CONTRL.. 123456 1B LE 19990074141... 204
80-00000427-0 SUJETO CONTRIL.. 123456 B ul 19990097217... 20,
80-00000427-0  SUJETO CONTRL.. 123456 3 u1 19990097217... 20
80-00000427-0  SUJETO CONTRL.. 123456 [ [T 19990097217... 20
80-00000427-0  SUJETO CONTRL.. 123456 [ [ 19990097217... 20
80-00000427-0  SUJETO CONTRL.. 123456 [ 1 19990097217... 20
80-00000427-0  SUJETO CONTRL.. 123456 1B u1 19990097217... 20

© B N O M s W N -

80-00000427-0 SUJETO CONTRI... 123456 1B ul 19990097217... 20
80-00000427-0 SUJETO CONTRI... 123456 B (1} 19990097217... 20
10 80-00000427-0 SUJETO CONTRI.. 123456 B u1 19990097217... 20
11 80-00000427-0 SUJETO CONTRIL.. 123456 B u1 19990097217... 20
1 80-00000427-0 SUJETO CONTRL.. 123456 B u1 19990097217... 20

PN

v

o - i
& no problems.

== Previous = Next x Cancel

También otorga la opcion de reemplazar los errguesse detecten correspondientes a valores
perdidos, y de cambiar el formato de los datos, ccqrar ejemplo, el formato fecha,
suministrando varias opciones de formatos, losesus¢ran reemplazados en los valores del
Conjunto de Datos (DataSet). Cuando la importac@ncluye, se visualiza el resultado en el
area de trabajo Resultados (Results). Luego, pewgezar a trabajar en el Proyecto de
Extraccion del Conocimiento, se pasa al area dmjwadenominada Disefio (Design), en la
cual, en esa area de trabajo, se pueden visulbdgzabjetos que forman parte del proyecto,
conectandolos entre si, y ejecutando cada operhdsrdatos importados se guardan en un
repositorio de datos, lo que facilitara su lectarael disefio de multiples modelos. Ese
repositorio puede ser un:

* Repositorio local: es el que aloja el archivo esdaputadora o dispositivo desde el

gue se esta ejecutando la herramienta.
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* Repositorio en la nube: espacio que asigha RapeiMBtudio®, previa registracion en
linea.

El Conjunto de Datos (DataSet) es denominado ppidRaner Studio® Conjunto de Ejemplos
(ExampleSet), siendo llamados ejemplos (Exampldd que se conoce como fila en una
planilla de calculos y Atributos Regulares (Reguddtribute) lo que corresponde a las
columnas en una planilla de calculos. Por ese metiproceso de importacion indica Conjunto
de Ejemplos cincuenta y nueve (59) Ejemplos y dieta (17) Atributos regulares (ExampleSet
59 Examples). Puede haber Atributos Especialesc{@pAttribute) los que aparecen por
ejemplo, cuando se aplican procesos determinaddgooitmos especificos como el Atributo
Especial Cluster que aparece luego de aplicar lpwiBnos de Segmentacion, siempre y
cuando se seleccione la casilla de verificaciolodgarametros de ajustes del algoritmo que
se esté utilizando.

Etapa Ill — Limpieza y Transformacion de los Datos

Solamente se desarrollan algunos puntos practicsepertenecen a esta etapa de acuerdo a lo
establecido en el Anexo | — Metodologia Propuestadesarrollarla en su totalidad, por una
cuestion de practicidad y simplificacion del ejempRapidMiner Studio® denomina proceso

a las etapas que se definen para el proyectoay edpas las llama operadores, los cuales van
conectados entre si, por el punto de entrada @es,dael punto de salida de los mismos. Lo
primero que se realiza, es la lectura los datda génilla de datos importada previamente, a
través del operador retrieve.

Recuperar (Retrieve)

Este operador puede acceder a la informacion almdeeen el repositorio y cargarlos en el
proceso que se esta desarrollando. El operadorpBRemu(Retrieve) carga un objeto en el
proceso de RapidMiner Studio®. El objeto cargadbatstualmente un Conjunto de Ejemplos
(ExampleSet), pero también puede ser una Coledgddatos o un Modelo. Recuperar de los
datos almacenados dentro de un repositorio, otargentaja de que también se recuperen las
propiedades de metadatos, esta caracteristicayesnpartante, ya que los metadatos brindan
informacion adicional sobre el objeto que se re@pmmo, por ejemplo, los nombres y tipos
de los atributos, su rango y cuantos valores fidtaimay. Los metadatos le permiten configurar
facilmente los parametros de otros operadoresgjparplo, puede seleccionar atributos de una
lista de atributos disponibles. A continuacion,sséeccionan los atributos con los que se
avanzara en el proceso...

Seleccion de Atributos (Select Attributes)
Se utiliza el proceso Seleccion de Atributos (Sehdtributes), con la opcién Subconjunto
(Subset), que permite elegir las columnas desatlksplanilla de calculos para el analisis de
los datos, y la aplicacion de los algoritmos. Eprebente modelo se seleccionan dos columnas,
la columna IMPUESTO, y la columna RETENCION, ya dag mismas son las que arrojan
valores coincidentes. El operador Seleccion debAtos (Selected Attributes) proporciona
diferentes tipos de filtros para facilitar la seiéa de atributos. Las distintas alternativas son:
seleccidn directa de atributos, seleccion de unanjbnto de atributos, seleccion mediante una
expresion regular o seleccion de atributos sinrealperdidos, y la seleccion de una de ellas
dependera en gran medida, del algoritmo que seaytyl de los valores de entrada que requiera
tal algoritmo.

Generar Atributos (Generate Attributes)
El operador Generar Atributos (Generate Attributesjstruye nuevos atributos, a partir de los
atributos del Conjunto de Ejemplos (ExampleSetpnystantes arbitrarias usando expresiones
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matematicas las que son definidas por el AnalistdDdtos. Los nombres que poseen los
Atributos del Conjunto de Ejemplos de entrada, sedpn usar como variables de las
expresiones matematicas que se definan para laagainey el comportamiento de los nuevos
atributos. Durante la ejecucién de este operadsrexpresiones matematicas consignadas por
el Analista de Datos se evaluan para cada Ejengplaniple).

Por lo tanto, este operador no solo crea nuevasnt@s (nuevos atributos), sino que también
rellena esas columnas con los valores resultamtéa expresion matematica definida. En el
desarrollo del presente Modelo, se genera el Atilmon el nombre IMP-RET (Impuesto
menos Retencion), que es el consiguiente de raskas valores existentes en la columna
IMPUESTO, los valores que representan las retemsjoips que estan en la columna
RETENCION, defiendo la expresion matematica IMPUBST RETENCION. RapidMiner
Studio® autométicamente interpreta en la funcidtematica, los nombres de los atributos, tal
como se lo puede visualizar en la llustracion egiemasiguiente Generar Atributos en
Rapidminer Studio®

Imagen 5 Generar Atributos en RapidMiner Studio®;quucida por los autores
[ ) ©

Edit Parameter List: function descriptions

......
Edit Parameter List: function descriptions

_:: o List of functions to generate.
attribute name function expressions

IMP-RET IMPUESTO - RETENCION ﬂ

La ejecucion de este operador arrojard como rekulb® Ejemplos de un Atributo regular,
denominados IMP-RET, y cada Ejemplo contendra lor yesitivo, es decir, no existen en la
muestra retenciones sin impuestos, o retenciongerema los valores del impuesto, por eso
el intervalo de los posibles resultados parte deedg a un valor positivo. Cuando ese valor
es cero, significa que el impuesto de un periodosma& determinado es igual a la retencién
del impuesto, con lo cual, en principio no hay gédion impositiva para el contribuyente en
ese periodo mensual ya que no tendria impuestgaa pa ese periodo. Eso es lo que indica un
valor cero. La causal de esta anomalia de datasisserminante.

Etapa IV — Modelizacion

Agrupamiento de Soporte Vectorial (Support Vector Qustering)
El Agrupamiento de Soporte Vectorial (Support Ve@htustering) es la agrupacion de objetos
gue son similares entre si y diferentes a los objefue pertenecen a otros grupos, sin
especificacion previa de los grupos. La agrupae®nna técnica para extraer informacion de
datos no etiquetados, y puede ser muy Util en nwesoenarios diferentes, para encontrar
comportamientos similares, y en el caso bajo esfudimportamientos similares del mismo
contribuyente, en diferentes declaraciones juragassuales declaradas en la Liquidacion de
Deuda, resultante de una fiscalizacion de los ttspes de la Administracion Tributaria
Mendoza. En la parametrizacion de las opcionegpgtraite la ejecucion de este algoritmo, se
puede definir que se agregue al Conjunto de Ejesr{flwampleSet) un Atributo especial, como
lo es el atributo Cluster, que tiene como valos, iameros de los distintos clusters, o si los
datos se consideran ruidosos. Luego de esta imst@ahcExampleSet sera ExampleSet
Clustering con dos Atributos especiales, uno édrdduto Cluster, y el otro el Atributo Id, que
es el niumero del Example. El resultado de la ejéonudel proceso resulta en 7 Clusters,
distribuyendo los items de los valores de cada gientel Atributo IMP-RET (Impuesto menos
retencion) de la siguiente manera:

* En el Cluster 0, 28 items, conjunto de valoresrdiss.

* Enel Cluster 1, 03 items, con el valor 9198.67
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En el Cluster 2, 03 items, con el valor
En el Cluster 3, 03 items, con el valor
En el Cluster 4, 04 items, con el valor
En el Cluster 5, 03 items, con el valor
En el Cluster 6, 15 items, con el valor

14641.750
10268.430
12759.080
9270.83
0

Imagen 6 Modelo | Cluster, producida por los autare

‘ Result History

x I 4 ExampleSet (Clustering)

X | . Deeplearning (Deep Learning) X’ B Cluster Model (Clustering)

:
L[]
g

Cluster 0:
Cluster 1:
Cluster 2:
Cluster 3:
Cluster 4:
Cluster 5:
Cluster 6:

Cluster Model

28 items
3 items
3 items
3 items
4 items
3 items
15 items

Total number of items: 59

Los valores atipicos deforman las distancias, dycen clusters unitarios.

Imagen 7 Grafico de Densidad de los Clusters delddio |, producida por los autores
[ Xn x |

Chart style:

.‘1 Density -

X-AXxis:

T (Deep Learning) x l. Cluster Model (Clustering) x ’

‘ IMP-RET v ‘
y-Axis:

C 3
Point Color:

| label vJ

Density Color:
label v
4.757E4 , 8.043E0

Modelo Il
En la generacién del Modelo Il, se modifica el valpcional predeterminado que se denomina
épsilon de convergencia correspondiente al algorfgrupamiento de Soporte Vectorial, del
valor 0,001 al valor propuesto 0,05. Ese paramefitimiza la precision y la cantidad de
clusters.
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Imagen 8 Grafico avanzado del Modelo I, producig@r los autores

labe® noise @ cluster_1 oOcluster_2 ©cluster_3 o@cluster_4 o cluster_S oOcluster_6 O cluster_7 o cluster_8 @ cluster_9

Etapa IV — Modelizacion

Agrupamiento de Soporte Vectorial (Support Vector Qustering)
El resultado que arroja el uso del algoritmo, @pdrametrizacion indicada anteriormente es
de 10 Clusters, distribuyendo entre ellos, los $tele los valores de cada Ejemplo del Atributo
IMP-RET (Impuesto menos retencién) de la siguiema@era: el Cluster 9 posee 15 items con
el valor cero, igual que en el Modelo I, por lo geeaprecia la mayor precision, conteniendo
cada cluster los siguientes items:

* En el Cluster 0, 18 items, conjunto de valoresrdiss.

* En el Cluster 1, 03 items, con el valor 7296.030

* En el Cluster 2, 03 items, con el valor 9194.670

* En el Cluster 3, 03 items, con el valor 11710.260

* En el Cluster 4, 03 items, con el valor 12594.140

* En el Cluster 5, 03 items, con el valor 14641.750

* En el Cluster 6, 04 items, con el valor 12759.080

* En el Cluster 7, 04 items, con el valor 11516.050

* En el Cluster 8, 03 items, con el valor 9279.830

* En el Cluster 9, 15 items, con el valor 0

Anexo III — Algoritmia Utilizada
Un algoritmo es un procedimiento l6gico que seaatipara resolver un problema. La eleccion
del algoritmo a utilizar, depende del tipo de daaanalizar, los objetivos propuestos en el
Proceso de Extraccién del Conocimiento, la estraale los datos, las anomalias de los datos,
la cantidad de atributos de los datos, y otras.dlgsritmos de la Mineria de Datos pueden
implementarse en cualquier lenguaje de programalci@ue facilita el proceso de Aprendizaje
Automatico. Las herramientas de Mineria de Datos)acpor ejemplo RapidMiner Studio®,
permiten implementar los algoritmos de manera anen una interfaz grafica.

Agrupamiento de Soporte Vectorial (Support Vector Qustering)
Se selecciona el algoritmo Agrupamiento de Sopdeetorial (Support Vector Clustering,
SVC) en contraste con la mayoria de los algoritdeagrupamiento (Cluster), porque el resto
no tienen ningln mecanismo para tratar el ruidg@atos o los valores atipicos. (Ben-Hur
et al., s. f.). Los puntos de datos se mapean dels@spacio de datos a un espacio de
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caracteristicas utilizando un nucleo kernel ganssign el espacio de caracteristicas, se busca
la esfera mas pequefia que encierra los datoslégyiizsta esfera se asigna al espacio de datos,
donde forma un conjunto de contornos que encidamipuntos de datos. Esos contornos se
interpretan como los limites del cluster. Los panéacerrados por cada contorno separado
estan asociados con el mismo cluster. El algorgrpamiento de Soporte Vectorial (SVC)
puede tratar con valores atipicos y el ruido delides mediante el empleo de una constante de
margen suave que permite que la esfera en el espaaaracteristicas no encierre todos los
puntos. Todos los puntos que no estén en ningusteZl(Cluster 0), se los considera ruido.

Algoritmo SVC
Usando la transformacion no line@l de x a un espacio, se busca la esfera del radio mas
pequeiiaR, lo que se describe con las siguientes restriesion
Il d(x)—al? < R* v,
donde|l .l es la norma euclidiana, & el centro de la esfera. Las restricciones se van
incorporando al agregar valgy.
Il o(x)—al? < R*+&, (1
cong; = 0.
Para resolver este problema, se utiliza la mecatsdaagrang® es decir, el langrangiano:

L=R2—Z(R2+§j—ll d(x;) —a l?)é; — ijuj + szf , (2)
J

dondeé; =0 y u; > 0 son los operadores de Lagrangees una constante §f; es una
penalizacion dd. = R — término. Poniendo a O la derivada decon respecto & ,ay ¢;
respectivamente lleva a:

dE=1  ®

J
a= Y o) @
7

Bi=C—uy (5)
Las condiciones complementarias de Roger Flet¢Rétcher, Roger 2000) resultan en:
$ju; =0 (6)
(R2+&—N@(x;) —al®)p;=0 7

Entonces, un punt®; dondeé; > 0 y u; = 0 se encuentra fuera de la esfera del espacio de
caracteristicas. $i; = 0, ; = C. Eso de determinara Vector de Soporte Limitado(BS

Un puntax; coné; = 0 se asigna al interior o la superficie de la esfiefaespacio caracteristico.

Si es0 < fB; < C entonces implica quée (x;) se encuentra en la superficie de la esfera del
espacio caracteristico. Ese punto se lo denomictoWde Soporte (SV).

Los puntos Vector de Soporte se encuentran erintotes del cluster, los puntos Vector de
Soporte Limitado se encuentran fuera de los limige®dos los otros puntos se encuentran

6 Joseph Louis de Lagrange, astronomo y mateméttm -+ francés, desarrollo una funcién escalar focual

se puede obtener la evolucion temporal, las legesothservacion y otras propiedades importantesrdgistema
dinamico, considerandose este operador el mas fued#al que describe un sistema fisico. Con un kgigno

se puede explorar la mecanica en sistemas alterostile coordenadas cartesianas, como coordenadasepo
cilindricas y esféricas.

" Roger Fletcher fue galardonado en 1997 con el Rvedantzig por sus contribuciones fundamentalessa |
algoritmos de optimizacion no lineal.
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dentro de ellos, por lo tanto, cuan€i@ 1 no existen Vectores de Soporte Limitados por la
restriccion de la ecuacion (3).

Con esas relaciones, se eliminan las varial®lea y u;convirtiendo el lagrangiano en la forma
dual de wolfe, que es una funcion de las varighles

W= z D (x;)%B; — z BiB;® (x;). ®(x;). ®)

Como las variables; no apélrecen en el lagrangiano, se las reemplazagestricciones:
0<p;<C, j=1,...,N 9)
Siguiendo el método Vector de Soporte y se reptasdos productos de puntdvs(xj) D@ (x)
mediante un Kernet (x;, x;). A continuacion se usa el nucleo gausiano:
K(x;x;) = e~ aIxi=xjI%) (10)
con el parametro de anclp Los nucleos polinomiales no producen represemmasi de
contornos ajustados de conglomerados (clusteryolé — langragiano resulta ahora:

W = EK(x],x]),BJ ZﬁL,B]K(xL,xJ an

Para cada punto se deflne su distancia en el espacio de caraatassiesde el centro de la
esfera:

R2(x) =l &(x) — a |12 (12)
De acuerdo a la ecuacion (4), y la definicion aehkl, entonces:

R2(x) = K(x,x) —2 2 ﬁjK(xj,x) + 2 ﬁiBjK(xi, xj) (13)
J i,j

Y el radio de la esfera es:
R ={R(x;) | x; unVector de Soporte} (14)
Los contornos que encierran los puntos en el esplectdatos, estan definidos por el conjunto:
{x | R(x) =R} (15)
De acuerdo a la ecuacion (14) los puntos Vectaedaporte (SV) se encuentran en los limites
del cluster, mientras que los puntos Vectores gmi$® Limitado (BSV) estan fuera, y todos
los demas puntos se encuentran dentro de losrguste

Asignacion de Conglomerados (Clusters)
Se realiza la asignacién de los puntos con un eefggométricdR (x) basado en la siguiente
observacién: dado un par de puntos de datos qtenpeen a diferentes componentes (clusters)
cualquier camino que los conecte debe salir defe&a@en el espacio de caracteristicas.
Tal camino contiene un segmento de puntos. Estdumena la definicion de la matriz de
adyacencia;; entre los pares de los puntqsy x;

A= {1 sipara todo Y en el segmento de linea que conecta x; y xj, R(Y) <R (16)
Y 0 de otra manera

Los clusters se definen entonces, como los compesnennectados del grafico inducido dor

Método de Agrupacion
El método de agrupacion no tiene un sesgo expligitwel nimero, ni de la forma de los
clusters. Tiene dos parametros, permitiendo obtesméas soluciones de agrupamiento.
El pardmetrag del nacleo gaussiano determina la escala a lssguondean los datos y, a
medida que aumenta, los grupos comienzan a digidtisotro parametrtp”, es la constante
de margen suave que controla el numero de valtisas. Este parametro permite analizar
puntos de datos con ruidos y separarlos entreecisssuperpuestos.
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